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Zusammenfassung

Statistische Modelle dienen immer der Beschreibung von Zusammenhingen. In vielen
Féllen solchen, bei denen der Einfluss bestimmter Faktoren auf abhingige ZielgroBBen be-
stimmt wird. Das Einbeziehen von Wechselwirkungen, quadratischen Termen oder anderer
Transformationen in die Analyse vertiefen das Verstindnis, das man vom Zusammenwir-
ken der Faktoren und der Auswirkung auf abhdngige Variablen hat. Wenn das Modell zur
Optimierung der ZielgroBen dienen soll, ist es in vielen Féllen wichtig, die Faktoren zu
identifizieren, die den grofiten Einfluss auf die Ergebnisse haben; auch dazu dienen statisti-
sche Modelle. Wie aber findet man das richtige Modell? Sind klassische statistische Mo-
delle oder Data Mining Verfahren vorzuziehen? Gibt es zuverldssige Vorgehensweisen,
das richtige Modell zu finden? Wie optimiere ich einen Prozess, fiir den mehrere Zielgro-
Ben unterschiedliche Spezifikationen erfiillen sollen? Anhand praktischer Beispiele werden
verschiedene Analysesituationen dargestellt, die jeweils zu erfolgreichen Prozessverbesse-
rungen fiihrten.

Schliisselworter: Modellierung, Lineares Modell, ponalisierte Regression, Prognose,
Optimierung

1 Einleitung

Alle sagten: Das geht nicht. s '-"' Statistik wird von Statistikern gemacht (ich bin
VENLENICNEAGERTIESICE (@ = auch einer), aber nicht nur. Die Anwendung von
das nicht und hat's gemacht. 8 - Statistik gehort zu vielen Berufsbildern, ohne
' ‘ dass Statistik ein fundamentaler Bestandteil der
jeweiligen Ausbildung gewesen wére. Sonst wi-
ren die Betreffenden ja Statistiker geworden und
nicht Biologen, Chemiker, Arzte, Ingenieure,

oder Anderes.

Angewandte Statistik beruht auf Daten und angefangen bei der Planung der Datenerhe-
bung tiber die Erhebung selbst, die Speicherung, Aufbereitung bis hin zur Analyse der
Daten ist ein langer Weg zu gehen, ehe eine statistische Aussage getroffen werden kann.
Angesichts ihres Wissens um die vielféltigen Implikationen dieser Verarbeitungskette
erheben Statistiker oft die Warnung, Statistik gehdre nicht in Laienhdnde, denn da
konne so viel Unheil angerichtet werden. Natiirlich ist diese Warnung berechtigt — ne-
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benbei stirkt sie auch die Bedeutung des Berufsstands — aber Statistik gehort nun mal
auch in die Hande von Spezialisten fast aller Fachbereiche.
"\2,:'l\lﬁ:tlftl.;'::::‘ll ]1171;](1111&}:1\ Hinzu kommt, dass statistische Verfahren im-
are wrong, mer leichter verfligbar werden und teilweise
NIIEECINCEIYC schon versteckt zum Einsatz gelangen, denkt
useful man nur an die vielen Fitness- und Gesund-
heitsapps auf den Smartphones dieser Welt.

Die nebenstehende Aussage von George Box
hat mich anfangs eher verstort. Aber vielleicht
liegt in der Konsequenz ein Ansatz, der hilft,
ISRV I dcn rigor statisticae mit der laienhaften An-
wendung zu versohnen.

2 Uneinheitliche Ergebnisse legen mangelnde Datenlage nahe

Die Daten dieses Beispiels stammen aus Versuchen zur Fettverdauung, genauer Mog-
lichkeiten zur Steigerung der Lipaseaktivitit, die in Blutproben gemessen wird. Es wer-
den insgesamt sechs Faktoren {iberpriift, die diese Aktivitit beeinflussen konnen. Ein
aktuelles Versuchsdesign, das den Einfluss einzelner Faktoren mit sehr geringen Ver-
suchszahlen zu ermitteln erlaubt, ist das Definitive Screening Design [1].

Tabelle 1: Versuchsergebnisse

Elevated Die

dreizehn Versuche
TRIS pH L-ASP  P5P 0G MDH  Serum 30C

sind mit Thren Ergebnissen

o 7w momae S) en
60 78 240 0.02 4 3375 108.00 Ziel des Screenings ist es
60 86 160 0,02 20 1875 10720 Ja, die wirksamen Faktoren
&0 86 200 0,18 4 375 106,65 herauszubekommen, WObei
80 7 160 0,02 4 375 11067 moglicherweise auftreten-
80 7.8 200 0,1 12 1875 12515 de Wechselwirkungen und
80 8,6 240 0,18 20 3375 12701 nichtlineare Effekte die
100 7 200 0,02 20 3375 11723 Entscheidung erschweren.
100 7 240 0,18 4 1875 11201 Bej diesen geringen Ver-
100 /8 160 0,18 20 375 11268 guchszahlen lassen sich
100 86 160 0.1 L 10825 patiirlich auch keine Wir-
100 8,6 240 0,02 12 375 98,25

kungsflichenmodelle an-
passen, d.h. Modelle, die alle Haupteffekte, deren quadratische Terme und paarweise
Wechselwirkungen beinhalten.

Eine sinnvolle Analyse baut also von vornherein darauf auf, dass sich einzelne Faktoren
als unwirksam herausstellen. Die iiblichen Verfahren zur Auswahl von Faktoren sind
schrittweise Regression und ponalisierte Regression.

48



Analytics

Tabelle 2: Terme, die bei verschiedenen
Selektionsverfahren in das Modell aufge-
nommen wurden

Methode Speziell zugeschnitten auf die Anwendung
Term DSD  Elastic  Schrittw. bei Definitve Screening Designs ist ein
Net R. mehrstufiges Verfahren unter Einbezie-
Achsenabschnitt 1 1 1 hung schrittweiser Regression, das auch
L ASP 0 1 1 zur Anwendung kam. Vergleicht man die
VDH 1 1 1 Ergebnisse (Tabelle 2), so sieht man, dass
oc . . . die verschiedenen Vorgehensweisen zu
sehr unterschiedlichen Modellen fiihren.
PSP 1 1 1
PH 1 ! ! Die meisten nehmen alle Haupteffekte in
L= 2 2 1 das Modell auf, aber Wechselwirkungen
L-ASP*L-ASP 0 1 0 und quadratische Terme werden hochst
MDH*MDH 0 0 1 unterschiedlich bewertet. Auf den ersten
OG*MDH 0 0 1 Blick erkennt man diesen Sachverhalt in
P5P*MDH 1 0 0 den Analysediagrammen (Abbildung 1),
E— 0 0 1 die de;n gc?schéitzten Einﬂuss der Faktoren
pepepap 0 . ) auf die ZielgroBe leicht erkennen lassen.
Auf Grund der vorhandenen Datenbasis
PH*MDH ! 0 0 kann man also weder Effekte ausschlieBen
PH*0G 0 0 1 noch ein verniinftiges Modell konstruie-
pH*PSP 1 . L ren. Es ist also erforderlich, mit weiteren
pH*pH 0 1 0 Experimenten die Datenbasis zu erweitern.
TRIS*TRIS 0 1 0

Analysediagramm - Vorhersageanalyse

& 125,2962

Elevated

Z 124,9617

(SN

3 1201513
[a)

Elevated Elevated
Serum 30C  Serum 30C  Serum 30C

80 7,8 200 01 12 1875
TRIS pH L-ASP P5P 0oG MDH

Abbildung 1: Analysediagramm, Hauptfaktoren und quadratische Effekte verschie-
dener Selektionsverfahren fiir Screeningversuche
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Tabelle 3: Terme verschiedener Selek-
tionsverfahren nach Erweiterung der

Daten
Methode Nach einer Erweiterung auf insgesamt 35
. Elastic  Schrittw. R. Versuche zeigen die beiden hier anwend-
Net baren Verfahren schrittweise Regression und
Achsenahechmift 1 0 poOnalisierte Regression fast identische Er-
MDH 1 1 gebnisse  (Tabelle 3). Bei . der nun
i z 7 vorhandenen Datenmenge ldsst sich auch ein
bcp . . vollstindiges Oberflaichenmodell anpassen
und als Referenz heranziehen. Das
el : E Analysediagramm (Abbildung 2) zeigt in
TRIS 1 1 diesem Fall nicht nur die Ubereinstimmung
MDH*MDH 1 0 der verschiedenen Modelle, es zeigt auch,
OG*MDH 1 1 dass die reduzierten Modelle sich in Threr
0G*0G 1 1 Prognosefdhigkeit ~ nicht  von  dem
—— 1 1 vollstdndigen Mode?ll unterscheiden. .
Auch wenn man die Modelle nutzt, um die
pH*MDH 1 1 - . .. .
Zielgrofle zu optimieren — hier ist Maximie-
pH*0G 0 1 : :
ren gefragt — kommen alle zu identischen
BHTRSE 3 1 Ergebnissen.
pH*pH 1 1
TRIS*TRIS 1 0

Analysediagramm - Vorhersageanalyse

125,0127

Elevated

MR

Z 125,0127

[NN]

& 123,0438

Elevated Elevated
Serum 30C  Serum 30C Serum 30C

80 7.8 200 01 12 1875
TRIS pH L-ASP P5P 0OG MDH

Abbildung 2: Analysediagramm, Hauptfaktoren und quadratische Effekte verschiede-
ner Selektionsverfahren nach Erweiterung der Daten

Die einfache Verfiigbarkeit mehrerer Modellierungstechniken eréffnet den Weg zu ei-
ner leicht verstandlichen Bewertung der Modelle. Wenn Modelle, die mit unterschied-
lichem Vorgehen erstellt wurden, sich in ithrem Ergebnis deutlich unterscheiden, liegt
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ein grundsitzliches Problem vor. In diesem Fall lag es, wie leicht zu erkennen war, an
der nicht ausreichenden Datenbasis.

3 Datengetriebene Versuchsplanung

Produktionsprozesse werden zunehmend elektronisch gesteuert, was bedeutet, dass so-
wohl Plan- als auch Ist-Daten in groBerem Umfang zur Verfiigung stehen. Natiirlich ist
das fiir quantitative Analyse erfreulich und auch notwendig, aber nicht immer hinrei-
chend. Das folgende Beispiel stammt aus der Produktion von LCD Bildschirmen.
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Abbildung 3: Perlmahlwerk ~ Abbildung 4: Durchlaufzeiten der Perlmiihle

Ein Schritt des Produktionsprozesses besteht daraus, die verwendeten Kristalle in Perl-
mihlen auf die GroBe von 200 Nanometer (nm) zu mahlen (Abbildung 1). Dieser
Schritt erwies sich wegen sehr stark variierender Mahlzeiten als Engpass in der
Prozesskette. Die fiir die Produktionsplanung durchgefiihrten Laufe zeigten noch
akzeptable FErgebnisse, aber bei den ersten Chargen wurden drastische Ver-
schlechterungen beobachtet (Abbildung4). Von 17 Faktoren waren die Einstellungen fiir
jede Charge bekannt.

Tabelle 4: Faktorenbewertung durch Entscheidungs-

baum
Spaltenbeitrige . o

Anzahl Die  statistische  Analyse
JeT s sQ Anteil  brachte  zundchst  keinen
Temp(Pot) 1 4,88633007 1,0000 .
Pig Bx 0 0 RS ooooo  weiteren Aufschluss, da alle
%Pigment a a 0,0000 Anal . . iabl
Pump rpm 0 0 0'0000 nalysen nur je eine Variable
Tempiow; ; . 2000 als  einflussreich  zeigten,
M rpm : : 00000 beispiclhaft an der Ergebnis-
L 0 0 gg% darstellung der Bewertung
p3 0 0 opoooo  durch die Bildung eines
P4 0 0 0,0000 -
B(In) 2 3 ooooo  Entscheidungsbaumes, — aber
P(Out) 0 0 0,0000 :
. 5 3 0,000 aucél l1nliare Modﬁlle kamen
Transfer Time 0 0 0,0000 7z T n Ein atzung.
Temp PreMix 0 0 0,0000 u derselbe schatzu g
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Tabelle 5: Faktorenbewertung durch Bootstrap (Random)

Forest
Spaltenbeitrige
Anzahl

Term Teilungen sQ
Temp(Pot) 1905 1,27706767
Temp({Out) 1607 1,04789632
S:Beads 1034 049355042
P(In) 784 0,30726088
SEPigment 771 0,30402484
P(Cut) 450 0,171068096
Temp(CW) 345 0,09428038
Temp Preldix 271 0,06755552
Fig Bx 233 0,0581685
Pl 268 005712317
Pump rpm 209 0,04231738
Mill rprm 166 002673738
P2 148 00257638
P3 139 002572604
Transfer Time 134 002517231
Time PreMix 124 002286862
P4 118 002138769

ffffffﬂU_HUH

Anteil

0,3139
0,2576
0,1213
0,0755
0,0747
0,0421
0,0232
0,0166
0,0143
0,0140
0,0104
0,0066
0,0063
0,0063
0,0062
0,0056
0,0053

Allein mit einem
Bootstrap Forest konnte
eine  sinnvolle  Ein-
schitzung unter Einbe-
ziehung aller Variablen
erzielt werden. Um eine
zuverlissige Aussage zu
erhalten, wurden die
ersten sieben Variablen
ausgewdihlt und dafiir ein
Versuchsplan nach ei-
nem Definitive Scree-
ning Design erstellt.

Fiir die daraus gewonnenen Daten zeigt die Analyse lediglich drei wesentliche Faktoren,
so dass sich aus den vorliegenden Daten ein vollstandiges Modell mit Termen erster
Ordnung schitzen lieB3, das eine hohe Anpassung zeigte. Darauf aufbauend lieBen sich
optimale Einstellungen ableiten, die homogene, kurze Mahlzeiten erwarten lieBen. Das
technische Problem wurde in drei Schritten gelost:
e Analyse bestehender Daten (wichtig: geeignete Methode finden)
e Geplante Versuche durchfiihren (DSD als effizientes Design)
e Optimierung und Verifizierung
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Abbildung 5: Laufzeiten Kugelmiihle in verschiedenen Entwicklungsphasen
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4 Analyse und Simulation

In den vorangegangenen Beispielen war es jeweils erforderlich, die Datenbasis durch
zusitzliche Versuche zu erweitern. Das muss nicht zwingend notwendig sein. Manch-
mal reicht auch die statistische Analyse bestehender Daten. In dem zugrunde liegenden
Beispiel aus der Produktion von Formteilen aus weilem Kunststoff ist es immer wieder
zu Produktionsabbriichen gekommen, die durch Verklumpungen des Kunststoffs in den
Gussformen verursacht wurden.

MFI vs. CI Da der weille Farbstoff die

FlieBfdahigkeit des Kunst-
stoffes herabsetzt, liegt es
nahe, zwei Zielgroflen zu
beachten: die FlieBfdhig-
keit (Melt Flow Index,
MFI) und die Farbdichte
(Color Index, CI). In ei-
nem dreistufigen Prozess
wird dem Farbstoff Was-
ser zugesetzt, beides mit
dem flissigen Poly-mer
vermischt und granuliert.
Wenn die fertige Mi-
o schung zu zdhfliissig ist,
20 30 40 50 G0 i 70 UsG 90  Ziel 110 erd ein FlleBmlttel Zuge'
setzt.
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Abbildung 6: ZielgroBBen und Spezifikationsgrenzen

Fiir den FlieBindex gibt es eine obere Spezifikationsgrenze (OSG), fiir den Farbindex
eine untere (USG). Wie man sieht (Abbildung 6), hélt nur ein Bruchteil der Chargen
beide Grenzen ein (Sterne). Zusitzlich zu diesen Zielgrofen kennt man pro Charge ins-
gesamt acht Faktoren, die die Produktion beschreiben und fiir eine Analyse zur Verfii-
gung stehen. Kann man die Abweichungen auf bestimmte Kombinationen dieser Fakto-
ren zuriickfiihren?

Log- In diesem Fall fiithren alle
Eﬂ::lh wert;g";;; : g'[m Modellierungsverfahren  zu
SA™SA SRS s T oooooo  vergleichbaren Ergebnissen.
}égg&.*m fg:-ilgg = 3'23% Schrittweise Regression,
XF 8,624 mmmm | | 000000 Bootstrap Forest oder ponali-
*’ég*xf*xf 12;-?4533 g:gﬁéﬁ sierte Regression weisen auf

Abbildung 7: Terme eines linearen Modells

dieselben Faktoren und In-
teraktionen hin.

Ein eher umfassendes Modell, das fiir beide Zielgroen gute Prognosen liefert, wird die
Basis fiir ein lineares Modell, das zur Optimierung herangezogen wird. Darin sind als

Faktoren:
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e M% der Anteil des zugesetzten FlieBmittels
e SA die Leistung des Riihrwerks fiir die farbige Emulsion und
o Xf  die Menge des zugesetzten Farbstoffes.

Es wurden keine Wechselwirkungen als relevant eingeschétzt, aber sowohl XF als auch
SA treten in quadratischen und kubischen Termen auf.
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Abbildung 8: Optimale Betriebsparameter und Simulation der Ausschussraten

ik

Nutzt man dieses Modell zur Optimierung s. (Abbildung 8: Analysediagramm) so stellt
sich liberraschenderweise heraus, dass die besten Ergebnisse erzielt werden, wenn kein
FlieBmittel (M%) zugesetzt wird. Simuliert man diese Eingangsgroflen und ldsst sinn-
volle Schwankungen der Stellgrof8en zu, dann bringt man die Ausschussrate unter vier
Prozent. Kein Vergleich zu den fast 70% Problemfillen, die die Ausgangslage der
Analyse darstellten.

Fazit

Nicht immer ist zu Beginn einer Analyse erkennbar, ob die vorliegenden Informationen
ausreichen. Auch ergibt sich der gesamte Analysebedarf oft erst wihrend der Auswer-
tungen. Auf jeden Fall aber schafft die Modellierung technischer Prozesse ein tieferes
Verstindnis fiir die Zusammenhénge zwischen den unabhéngigen Faktoren und den ab-
hingigen Ergebnissen. Dieses bessere Verstandnis ist die Basis flir Optimierung, deren
Ergebnisse man durch Simulation quantitativ bewerten kann. Statistik ist sicher nicht
die Losung der Probleme, aber sie liefert den Schliissel dazu.
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